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人工智慧深度學習演算法在颱風強度估算之應用研究 
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1.2：臺灣,新竹市,明新科技大學,資訊工程系 

 
摘要 

    臺灣位於全球颱風發生頻率最高的西北太平洋海域，其帶來的強風與豪雨對臺灣的

影響不容忽視，因此有效且及時對颱風強度的估算為目前重要的天氣議題之一。近年來，

隨著電腦硬體的進步，機械深度學習透過機器對大量樣本的分析和學習，能夠隱式提取

圖像中深層抽象的複雜特徵，因此廣泛地被應用於氣象領域中。本研究以 2017-2020 年，

西北太平洋區域的強烈颱風個案之生命週期的向日葵 8 號紅外線衛星影像為樣本，以影

像邊緣技術進行衛星影像的預處理，所得之結果以卷積型類神經網路（CNN）進行深度

學習，所建構的颱風強度偵測模型對 2021 年獨立強烈颱風影像樣本進行估測，其與實

際風速於輕度、中度以及強烈階段的均方根誤差分別為 7.3kts、13kts 與 16.7kts，而均方

根誤差百分比於各強度階段均小於 20%，結果顯示本研究所建構的颱風模型能適用於颱

風強度的估算。 
 
關鍵字：衛星雲圖、影像邊緣技術、人工智慧、CNN 深度學習 
 

投稿日期:2023.10.06 

修改日期:2023.11.09 

接受日期:2023.11.30 

刊登日期:2023.12.01 
 
 
 
 
 
 
 
 
 
 
 
 
 

                                                      
*通訊作者：陳良德 地址：新竹縣新豐鄉新興路 1 號  Tel：(03)5593142   Ext. 3110 
E-mail：b89540016@gmail.com 
 



2023年 明新學報 46卷 e023006 

e023006 Vol. 46,2023 

Journal of Minghsin University of Science and Technology 

2 
 

 

Application of Artificial Intelligence Deep Learning Algorithms in 
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Abstract 
Taiwan is located in the Northwest Pacific Ocean where typhoons occur most frequently 

in the world. The immediately estimation of typhoon intensity is a very important issue, due to 
the strong winds and heavy rainfalls accompanying typhoons cause the disasters. Deep learning 
can implicitly extract the deep complex features in the images through the learning of a large 
amount of samples, and this technique has been increasing applied to the meteorological studies 
recently. In this study, we collected infrared band images from Himawari 8 captured during 
severe typhoon events in the Northwestern Pacific Ocean spanning 2017 to 2021. We employed 
image edge detection techniques to preprocess the collected images, and Convolutional Neural 
Networks (CNNs) were utilized to construct a typhoon intensity estimation model. Model 
training involved data from 2017 to 2020, while the model's performance was validated against 
observed intensities from the Joint Typhoon Warning Center (JTWC) for the year 2021. The 
root mean square error (RMSE) for independent samples in 2021, at various typhoon 
development stages (mild, moderate, and severe), were 7.3 kts, 13 kts, and 16.7 kts, respectively. 
Furthermore, the root mean square error percentage (RMSPE) for validation results was found 
to be less than 20%. These results underscore the viability of this technique for accurate typhoon 
intensity estimation. 
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一、前言 

臺灣位於全球颱風發生頻率最高的西北太平洋海域，每年夏季在西北太平洋海域約

有 20 個颱風生成，其中約有 15~25%會侵襲台灣並帶來降雨（魏與楊, 2015），因此，颱

風常為臺灣帶來豐沛的降水量，亦為臺灣重要水資源來源之一；而颱風所伴隨之強風與

豪雨，導致山洪爆發、土石流及淹水等災害，更是直接威脅到人民的財產損失與生命安

全，根據中央氣象局、內政部消防署以及行政院農業委員會之統計結果，於 2017 至 2021
年間，有發布颱風警報的個案共 21 個，造成的農業損害統計共 17 億元，死傷人數約 200
餘人 （表 1）。因此，對於颱風中心位置、強度變化以及可能發生颱風事件的所在區域

之研究，都是必須的研究課題。由於颱風生成與發展大都位於洋面上，傳統氣象觀測常

有時空解析限制，而雷達遙測亦有其距離限制，相較之，於颱風尚未接觸陸地前衛星遙

測即能提供洋面颱風動態，提早監測其降雨及強度變化，有利擬定應變措施，即衛星是

監測颱風的不二工具。早期 Dvorak（1975, 1984）研究藉由主觀的雲識別技術，利用衛

星影像來決定熱帶氣旋的強度，此法之後被很多作業單位廣泛使用，不過其缺點是此法

主要建立在經驗法則，因此太過主觀。近年的研究藉由颱風的紅外線衛星影像觀測發現

颱風強度與其結構的對稱性呈正相關（Piñeros et al., 2008），且 Liu et al. （2015）的研

究指出，藉由使用紅外線衛星影像，並以索氏邊緣技術處理法計算每個像素的亮溫梯度，

並且利用邊緣偵測技術計算衛星影像的水平及垂直亮度溫度梯度，然後以颱風中心為參

考點計算衛星影像中每一個像元（pixel）的位置向量，然後將梯度向量與位置向量的角

度差值定義為變異角度（Variation angle），最後分析此變異角度在颱風各個強度階段的

分佈特性，發展出無因次颱風強度指標（non-dimensional typhoon intensity index, 
TI_index），其結果顯示於 2011 年西北太平洋 557 張紅外線颱風影像個案中，TI 與颱風

強度呈現良好的關係性（圖 1），顯示出衛星影像經過偏向角技術處理後，能有益於颱風

結構以及強度的呈現。近年來，由於圖形處理器（Graphics Processing Unit，GPU）運算

技術的成熟，使得機器學習中的深度學習演算法蓬勃發展，其利用大量資料進行反復疊

代，訓練電腦進行歸納、分類與判斷。機器學習與人力判斷相比其優點在於，電腦可同

時處理大量數據，並透過多變量統計方法得以分析各數據間之關聯性，相較於傳統分析

方法，機器學習更能處理複雜的非線性問題，此外，訓練完成後執行的判斷速度亦比人

為判斷更為快速且較為客觀。常見的深度學習演算法包含卷積神經網路（convolution 
neural networks，CNN）、遞歸神經網路（recurrent neural networks，RNN），以及生成對

抗網路（generative adversarial networks，GAN）三大類。目前，深度學習演算法已被嘗

試應用在某些天氣領域的研究上，於颱風相關的研究，如 Pradhan et al. （2018）以衛星

影像，使用 CNN 演算模型對颱風強度進行估算；Zahera et al.（2019）結合颱風發生時

社群媒體信息，以 DNN 演算模型，進一步提升災難性天氣的強度估計；Qian et al. （2021）
以衛星影像，配合 ResNet 演算模型對颱風強度進行估測，並具有不錯的表現。越來越

多的研究成果顯示，運用深度學習技術解決有關颱風強度的問題，具有巨大的潛力。由
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Liu et al.（2015）的研究可知，影像邊緣技術處理能有效呈現颱風結構的變化情形，且

深度學習演算法對颱風強度估算具有莫大的潛力，因此，本研究嘗試以衛星影像經過影

像邊緣技術處理後的結果，配合 CNN 演算模型，建構一種自動、客觀的颱風強度估測

技術，以期能以簡易的資料處理，更清楚的表達颱風強度分布，以達預警減災的目的。 
 

表 1.  2017-2021 間，於臺灣地區有發布警報的颱風次數，造成的死傷人數以及農業損

害統計。(摘自：內政部消防署天災傷害統計) 

 
 

 

圖 1. 颱風風速（Wind Speed）與偏角標準差（Std_DA）及平均偏角概率密度（P_MDA）

的相關性 （Liu et al., 2015）。 
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二、資料收集與處理 

(一)資料 

本研究使用向日葵八號衛星影像進行颱風強度的分析，向日葵八號為日本氣象廳於

2014 年 10 月與 2016 年 11 月，分別發射新一代的氣象同步衛星－向日葵八號（Himawari-
8）與向日葵九號（Himawari-9），其所搭載之高像素紅外線成像儀（Advanced Himawari 
Imager, AHI）將提供多光譜、高時間與高空間解析度之地球同步衛星資料（Bessho et al., 
2016 ），向日葵八號各頻道影像資訊，如表 1 所示。Himawari-8 位於東經 140.7 度的赤

道上空，自 2015 年 7 月 7 日起接替前一代日本氣象同步衛星－多功能運輸衛星新二號

（Multi-functional Transport Satellite, MTSAT-2）於亞洲太平洋地區的觀測任務，由於其

所搭載的 AHI 影像儀具有高時間解析度（相較於 MTSAT-2 從 30 分鐘一筆觀測資料，

提升至 10 分鐘一筆）與高空間解析度（可達 2 公里，甚至於 500 公尺的水平解析度），

觀測頻道相較於 MTSAT-2 的 5 個頻道，大幅增加為 16 個（表 1）。基於以上優點，

Himawari-8 衛星資料，近年來被用於進行西太平洋颱風的研究，有越來越多的趨勢。如：

Zhang and Zhang（2020）藉由 Himawari-8 的 IR 頻道（~10.4μm）與 WV 頻道（~6.2μm）

的亮溫差，所反演出的 IRWV 指數，進行颱風強度是否會增強的預測；其結果顯示，當

颱風中心往外擴張的暴風範圍中，所含的 IRWV 負值比例越多，則颱風於 12-24 小時間

會快速增強（Rapid intensification, RI）的機率越高。Sun et al.（2021）藉由分析於 2016-
2018 年間，西北太平洋發生颱風事件的 Himawari-8 衛星影像發現，強烈颱風與快速增

強（Rapid intensification, RI）的颱風個案，其發生過衝事件（overshooting）的比例，會

比輕度颱風與沒有發生 RI 事件的颱風高出許多。至於颱風個案的選取則是根據美軍颱

風聯合預警中心（Joint Typhoon Warning Center, JTWC）所發布之最佳颱風路徑資料，將

2017-2021 年間，於西北太平洋區域（本研究區域為北緯 0-50 度、東經 100-150 度），其

強度達中央氣象局所定義之強烈颱風強度（風速大於 100 kts）以上的颱風視為研究個案，

並 於 個 案 颱 風 生 成 期 間 ， 每 小 時 收 集 向 日 葵 八 號 紅 外 線 頻 道 衛 星 影 像

（http://weather.is.kochi-u.ac.jp/sat/GAME/）。本研究於研究期間，共收集418筆衛星影像。 

(二)資料預處理 

前人研究指出衛星影像之紅外線亮溫分布情形，能有效呈現颱風強度，如 Mueller 
et al.（2006）藉由衛星紅外線頻道發展客觀方法，估算颱風結構與強度變化，Kossin et 
al.（2007）利用衛星紅外線資料推導各級風（34、50 與 64 kts）的暴風半徑及地面的二

維風場，Piñeros et al.（2008）則利用衛星紅外線資料來量化熱帶氣旋的對稱性，並發現

此對稱性和熱帶氣旋的強度有關。Liu et al.（2009）使用衛星紅外線以及水氣頻道資料，

觀察龍王颱風（2005）高層雲系結構及其變化，發現其與颱風強度有很大的關係。本研

究以Talim颱風個案於不同強度階段的紅外線雲圖分布以及偏向角頻率分布情形（圖 2）
初步說明紅外線亮溫分布與偏向角分布頻率（衛星影像經邊緣技術處理法處理後所得的
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結果，於後續會有詳細說明）隨颱風強度的變化。由圖 2 可知，隨著颱風強度的增強，

其紅外線雲頂亮溫低於 220K 的比率於熱帶低壓階段為 18%（圖 2A），於強烈颱風階段

為 45%（圖 2D），即隨著颱風強度的增強，其紅外線雲頂亮溫低於 220K 的比率會呈現

增加的趨勢。此外，偏向角分布頻率（DAF）於熱帶低壓階段，出現頻率最多的角度為

-27 度，其頻率為 156 次（圖 2A），於強烈颱風階段，出現頻率最多的角度為 0 度，其

頻率為 278 次（圖 2D）。即隨著颱風強度的增加，DAF 趨近於 0 的頻率亦逐漸增加，顯

示衛星影像經邊緣技術處理法處理後，能有益於颱風結構以及強度的呈現。 
因此，本研究將研究期間收集的向日葵八號紅外線衛星影像（紅外線頻道亮度溫度，

IR1BT），以及衛星影像經過影像邊緣技術處理後的結果（偏向角分布頻率，DAF），分

別進行 CNN 演算模型的訓練。於進行深度學習前，IR1BT 資料的預處理，則是依據 JTWC
所發布的颱風最佳路徑資料，由於其資料發布區間為 6 小時一筆，因此本研究以差分的

方式，獲得每小時一筆的風速與中心位置，且以距中心 400 公里半徑範圍進行影像的擷

取，經過擷取後，每張影像的維度大小為 158×158 個像素。DAF 的預處理則是參照 Liu 
et al.（2015），使用影像邊緣技術處理，即將距颱風中心 400 公里半徑範圍進行截取後

的紅外線衛星影像，透過遮罩對影像進行旋積，其中遮罩分別表示如式（1）、（2）。在計

算過程中，是以移動視窗的方式對影像中每 3×3 的小視窗進行旋積計算得到水平及垂

直方向之梯度值，如式（3）、（4）。因此，有了水平及垂直方向的梯度值，即可求得影像

中每個像素點的梯度向量( G��⃗  )，而影像中每個像素點位置至影像中心位置（即颱風中心

位置）的向量，則為該像素的位置向量( V��⃗  )，而位置向量與梯度向量間的夾角（圖 3），
則為偏向角（deviation angle，DA），而整張影像各像素的偏向角分布頻率則為 DAF，每

筆 DAF 資料的維度大小為 1×361。 
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表 2.  MTSAT-2 與 HIMAWARI-8/AHI 頻道列表（編號為 AHI 頻道編號、VIS 為可見

光頻道、NIR 為近紅外頻道、IR 為紅外頻道、WV 為水氣頻道）。 

 
 

  

MTSAT-2 Himawari-8
AHI

1 (VIS)-blue - 0.47
2 (VIS)-green - 0.51
3 (VIS)-red 0.55-0.80 0.64
4 (NIR) - 0.86
5 (NIR) - 1.61
6 (NIR) - 2.26
7 (IR) 3.5-4.0 3.89
8 (WV) 6.5-7.0 6.24
9 (WV) - 6.94
10 (WV) - 7.35
11 (IR) - 8.59
12 (IR) - 9.64
13 (IR) 10.3-11.3 10.41
14 (IR) - 11.24
15 (IR) 11.5-12.5 12.38
16 (IR) - 13.28

Wavelength (µm)
Channels
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圖 2. 2017 Talim 颱風於熱帶低壓時期（2017/9/9 00UTC）（A）、輕度颱風時期

（2017/9/10 12UTC）（B）、中度颱風時期（2017/9/12 12UTC）（C）與強烈颱風

時期（2017/9/14 00UTC）（D）之距颱風中心 400 公里半徑範圍內的 IR1BT 與 DAF
分布情形。 
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圖 3. 合成影像中某點 A 之偏向角(θ)示意圖。 
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三、研究方法 

以第二章第二節節所述資料預處理方式，對研究期間收集的向日葵八號紅外線衛星

影像進行資料預處理後，所得的 IR1BT 與 DAF，則分別以 CNN 進行深度學習，建立颱

風結構辨識模型。 
CNN，卷積類神經網路（Convolutional Neural Network）為監督式深度學習模式中

的一種，自從 AlexNet（Krizhevsky et al., 2012）在 2009 年問世後，CNN 類的深度學習

模式廣泛地被應用於電腦視覺（computer vision）問題的處理，如：數位辨識（LeCun et 
al., 1998）及物件分類（Krizhevsky et al., 2012）。本研究藉由卷積類神經網路，實現利用

衛星影像判斷颱風最大風速的預測模型。以 JTWC 風速當作訓練目標，根據輸入資料不

同 （即 IR1BT 以及 DAF）分別進行訓練，因此將產出兩種模型。 
本研究使用的 CNN 架構如圖 4 所示，於 CNN 架構中，經由將數據送過數層卷積層

（convolution layer）上的眾多神經元，每個神經元皆對應一次簡單的運算，並使用 ReLU
作為激活函數，增加模型中非線性過程的複雜度，輸入的資料會逐層抽取 IR1BT 與 DAF
的特徵（feature），並使用這些特徵去進行與目標任務相關的回歸與分類，CNN 在尋找

此回歸關係的過程中，會藉由疊代流程將每個神經元的權重（weight）最佳化，即透過

將訓練資料（training dataset）批次輸入於模式中，並根據此批資料估計演算出來的結果

與實際結果之誤差，本研究使用 JTWC 發布之颱風強度，對模型預測的颱風強度進行校

驗，藉由梯度下降法（gradient descent）將誤差回傳並調整權重，即透過卷積層與池化層

（圖 4）交替學習圖像特徵，樣本Ｘ（𝑥𝑥1，…，𝑥𝑥𝑛𝑛）經過第𝑙𝑙層卷積操作，其過程為： 

𝑋𝑋(𝑙𝑙) = 𝜉𝜉 �ｗ
1

(𝑙𝑙)
∙ｘ

1

(𝑙𝑙−1)
+ ｗ

2

(𝑙𝑙)
∙ｘ

2

(𝑙𝑙−1)
+ ⋯+ ｗ

𝑛𝑛

(𝑙𝑙)
∙ｘ

𝑛𝑛

(𝑙𝑙−1)
+ 𝑏𝑏(𝑙𝑙)� 

           = 𝜉𝜉 �∑ ｗ
𝑖𝑖

(𝑙𝑙)
∙ｘ

𝑖𝑖

(𝑙𝑙−1)
+ 𝑏𝑏(𝑙𝑙)𝑛𝑛

𝑖𝑖=0 �                        (5)     

其中，𝑋𝑋(𝑙𝑙)為第𝑙𝑙層輸出的特徵，ｗ
𝑖𝑖

(𝑙𝑙)
、𝑏𝑏𝑖𝑖

(𝑙𝑙)
為第𝑖𝑖個樣本第𝑙𝑙層所含的權重與偏差項，𝑥𝑥𝑖𝑖為

第𝑖𝑖個樣本數據，ｘ
𝑖𝑖

(𝑙𝑙−1)
為第𝑖𝑖個樣本第𝑙𝑙 − 1層輸出，𝑛𝑛為樣本總數，𝜉𝜉(∙)為激活函數。對

於卷積特徵𝑋𝑋輸入至第𝑙𝑙層池化，其輸出形式為： 
𝑋𝑋(𝑙𝑙) = 𝛾𝛾(𝑙𝑙)𝛿𝛿�𝑋𝑋(𝑙𝑙−1)� + 𝑏𝑏(𝑙𝑙)                           (6)     

其中，𝛾𝛾(𝑙𝑙)為第𝑙𝑙層池化層權重係數，𝛿𝛿(∙)為最大池化函數。即隨疊代次數增加而誤差逐漸

減少時，CNN 模式便逐漸學會估計颱風強度的能力。 
由圖 4 可知，本研究使用的 CNN 深度學習模式模型架構，含三層卷積層及一個扁

平層所組成，卷積層負責抽取資料的特徵，如同人類大腦透過形狀來判斷圖片中為何物，

同時透過卷積的方式可以在盡量保留影像資訊下，減少輸入至全連接層中的資料量，輸

入資料有 IR1BT 以及 DAF，其中 IR1BT 模型使用二維卷積，而 DAF 使用一維卷積。扁
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平層與常規類神經網路中一致，每層神經元都與前後層神經元連接，利用反向傳遞（Back 
Propagation）法計算目標函數（loss function）來迭代模型權重的更新。本次模型的設計

可從(1)層數、(2)激活函數、(3)優化器以及(4)損失函數來說明： 
(1) 層數： 
CNN 通常包含卷積層、池化層和全連接層，通常深層網絡在處理複雜圖像時表現更好。

然而，太深的網絡也可能會導致過度擬合，考慮到本研究處理的圖像複雜度，本次模型

設定為 3 層卷積層。 
(2) 激活函數： 
激活函數有很多種，例如 Sigmoid 函數、Tanh 函數、ReLU（Rectified Linear Unit）…等，

根據模型的目的來選擇，例如 Sigmoid 函數的輸出範圍在 0 到 1 之間，通常用於二元分

類問題，其中模型需要輸出一個概率值表示某個事件發生的概率；Tanh 函數的輸出範圍

在-1 到 1 之間，它將輸入映射到一個 S 形曲線，通常用於神經網絡中的隱藏層；而大多

數情況下會選擇 ReLU 函數作為模型訓練的首選，原因為 ReLU 的導數在正數範圍內為

1，這有助於減輕梯度消失問題，梯度消失問題係指當模型層數較多時，由於權重會由表

層傳向深層，而後一層的梯度為前一層梯度與權重的乘積，因此若乘積小於 1 時，多層

相乘會使梯度趨向於零，而在深度神經網絡中，梯度消失問題可能導致模型難以訓練，

若使用 ReLU 有助於緩解這個問題。並且 ReLU 的計算相對簡單，因為它只涉及一個閾

值函數。這意味著在訓練過程中，ReLU 的前向和反向傳播計算速度較快，這對於大型

深度網絡的訓練非常有利。綜述以上特性，在開發模型階段時，通常會以 ReLU 為優先

考量。 
(3) 優化器： 
常見的優化器包括 SGD（隨機梯度下降）、Adam、RMSprop 等。本模型使用 RMSprop
作為優化器，其特性為收斂速度快且穩定，在模型開發及測試階段時，能幫助開發者快

速的評估模型設計是否合理，此後也可考慮其他優化器如 Adam 進行開發。 
(4) 損失函數： 
損失函數（Loss Function）是深度學習和機器學習中的一個關鍵元件，用於衡量模型的

預測與實際目標之間的差異。通常均方誤差（Mean Squared Error，MSE）會用於回歸問

題，也就是目標是連續的實數值；而若要解決分類問題(二元或多元)則可以選擇二元交

叉熵（Binary Cross-Entropy）或多類交叉熵（Categorical Cross-Entropy）。由於本模型的

目標是連續的實數值，因此選擇 MSE 為損失函數。 
  本研究將 2017-2020 所收集的影像資料進行訓練，以 IR1BT 以及 DAF 進行訓練模

型建立的樣本數，分別為 284 筆，並以 2021 的影像資料進行驗證，IR1BT 以及 DAF 所

建立的訓練模型驗證樣本數，分別為 134 筆。驗證的標準則是以模式輸出的結果（風速）

與 JTWC 發布的實際風速進行比較。 
  在建置訓練模型的過程中，我們測試了數種不同參數組合，包含模型過濾器的個數、

卷積層的 kernel 大小 epochs 次數以及 batch size，詳情如表 3 所示，在考慮統計表現後，

最終最佳模型參數為三個卷積層的過濾器（filters）個數分別為 32、32 以及 32 個，神經
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元數量為 512 個，epochs 為 501，batch size 為 256。後續將以此參數設定運用於模型中。 
 

表 3. CNN 模型設置各項參數以及其對應之統計分數，MAE 為平均絕對誤差，RMSE
為方均根誤差，灰底欄位為表現最佳之實驗組。 

 

 

 

圖 4. 本研究應用卷積類神經網路分析 IR1BT 與 DAF 以估計颱風強度之深度學習模式之

結構示意圖。（參考 https://hackernoon.com/visualizing-parts-of-convolutional-neural-
networks-using-keras-and-cats-5cc01b214e59） 

四、結果與討論 

本研究將 2017-2021 之間，於西北太平洋區域，強度達中央氣象局所定義的強烈颱

風等級（近中心最大風速大於 100kts）的颱風事件，以每小時一筆，依其各颱風事件生

命周期收集向日葵八號紅外線頻道衛星影像，並以第二章第二節所述的資料預處理方式，

分別將 2017-2020 間的 IR1BT 與 DAF 以 CNN 方式進行訓練（分別各 284 筆），訓練模

型則以 2021 年個案進行驗證，驗證個案共 134 筆。於個案驗證中，以 IR1BT 與 DAF 所

建立的訓練模型所得之風速結果，分別為 IR1BT_WS 與 DAF_WS。驗證期間，IR1BT_WS
與 DAF_WS 和實際風速（JTWC_WS）分布情形，如圖 5 所示。 

filters (1) filters (2) filters (3) kernel units epochs batch_size MAE RMSE

實驗 1 32 32 32 3 512 501 256 -4.07 13.59
實驗 2 32 64 64 3 512 501 256 8.20 16.31
實驗 3 64 64 64 3 512 501 256 -3.20 14.35
實驗 4 32 32 32 5 512 501 256 -6.77 15.25
實驗 5 32 32 32 3 512 501 512 2.79 14.53
實驗 6 32 32 32 3 512 1001 256 -5.34 15.31
實驗 7 32 32 32 3 512 1001 512 -8.06 18.22



2023年 明新學報 46卷 e023006 

e023006 Vol. 46,2023 

Journal of Minghsin University of Science and Technology 

13 
 

由圖 5 可知，僅以擷取距颱風中心 400 公里半徑範圍，紅外線亮度溫度影像資料

進行颱風強度辨識結果，並不具備颱風強度辨識能力。因此許多研究在進行颱風影像強

度的深度學習時，會對颱風影像進預處理以提高深度學習模型對圖形分類的能力，如 Lu 
et al.（2019）先將颱風影像進行雙線性差值與中值濾波處理，以及 Chen et al.（2019）則

是以後平滑法（post-smoothing procedure）提升深度學習的精準度。因此，本研究藉由影

像邊緣技術處理法，將每幅紅外線亮溫影像計算成偏向角出現頻率（DAF），並將該結果

經深度學習後，所建立的颱風強度辨識模型，與實際風速的驗證結果呈現良好的關係性

（R-squared 大於 0.9），且於各階段颱風強度（依中央氣象局定義，輕度：34 − 63kts、
中度：64 − 99kts、強烈：≥ 100kts）與實際風速的均方根誤差（Root mean square error，
RMSE），分別為 7.3kts、13kts 與 16.7kts（圖 6），其均方根誤差百分比（Root mean square 
percentage error，RMSPE）分別為 16%、16%與 14%，顯示本研究藉由影像邊緣技術處

理法將紅外線亮溫影像，進行偏向角出現頻率計算後，帶入 CNN 深度學習演算法所建

立的颱風強度辨識模型，能有效感知並提取颱風雲圖的特徵，具有颱風強度辨識的應用

性。 
 

 

圖 5. 於驗證期間，IR1BT_WS、DAF_WS 與 JTWC_WS 風速分布情形。 
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圖 6. IR1BT_WS、DAF_WS 於輕度、中度與強烈颱風強度區間和實際風速的均方根誤差

分布情形。 
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五、結論 

本研究以影像邊緣技術處理法對紅外線影像進行預處理，並以卷積類神經網路進行

深度學習訓練，所建構的颱風強度偵測模型經過驗證後，於輕度、中度以及強烈颱風強

度階段，其模型所偵測的颱風強度與實際強度的均方根誤差百分比均小於 20%，顯示本

研究將衛星所觀測到的颱風紅外線衛照影像，經過影像邊緣技術處理方式預處理後，帶

入 CNN 深度學習演算法所建立的颱風強度辨識模型，能有效感知並提取颱風雲圖的特

徵，具有颱風強度辨識的應用性。且影像邊緣技術處理僅為簡易的數學計算，並不像氣

象模式需消耗大量運算資源以及時間，能即時對觀測到的衛照影像進行處理，未來將進

一步以此方式為基礎，進行颱風中心偵測的研究，若能研究成功，則不需要等候 JTWC
發布中心位置，即可以衛星所觀測到的颱風影像資訊進行預處理，並帶入 CNN 模型，

獲得即時的颱風強度資訊，以幫助防治颱風災害等相關應用領域。 
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